8	Invãþare automatã

Învãþarea automatã (Machine Learning) este un subdomeniu al inteligenþei artificiale ce se ocupã cu dezvoltarea de programe care “învaþã” din propria experienþã. Învãþarea este rezultatul interacþiunii sistemului cu lumea exterioarã, dar ºi al observãrii de cãtre sistem a propriului proces de decizie (Russell ºi Norvig, 1995).

8.1	Principiile învãþãrii automate

Herbert Simon defineºte învãþarea ca “orice schimbare într-un sistem care îi permite sã acþioneze mai bine la repetarea sarcinii, sau la execuþia unei alte sarcini aleasã din aceeaºi populaþie” (Simon, 1983). Este clar cã învãþarea implicã schimbãri în sistemul care învaþã, dar natura exactã a acestor schimbãri ºi cea mai bunã cale de a le reprezenta rãmân un subiect deschis. O abordare (pe care o vom adopta ºi noi) modeleazã învãþarea ca achiziþie de cunoºtinþe explicite dintr-un anumit domeniu. Sistemul care învaþã construieºte sau modificã expresii într-un limbaj formal ºi le reþine pentru a le folosi în viitor.

8.1.1	Probleme de învãþare bine formulate

În ceea ce urmeazã vom adopta definiþia învãþãrii datã de Mitchell.(Mitchell, 1997).

Definiþie. Un program se spune cã învaþã din experienþã E raportat la o anume clasã de probleme T ºi la o mãsurã a performanþei P, dacã performanþa sa în rezolvarea problemelor din T, mãsuratã în raport cu P, creºte cu experienþa E.

Astfel, un program care învaþã recunoaºterea scrisului de mânã, are, conform definiþiei de mai sus :

- problema : recunoaºterea ºi clasificarea cuvintelor scrise de mânã din imagini;

- mãsura performanþei: procentul de cuvinte corect recunoscute ºi clasificate;

- experienþa: o bazã de date cu cuvinte scrise de mânã, împreunã cu clasificãrile corespunzãtoare.

Similar, problema unui robot care trebuie sã înveþe sã conducã un vehicul se poate descrie ca:

- problema: condusul unui vehicul pe strãzi folosind senzori de vedere;

- mãsura performanþei: media distanþei parcursã fãrã eroare (judecatã de un supraveghetor uman);

- experinþa: o secvenþã de imagini ºi comenzi ale volanului înregistrate în timpul supravegherii conducãtorului uman.

8.1.2	Un cadru general pentru învãþare

Un agent (program) care învaþã poate fi împãrþit în patru componente (Russell ºi Norvig, 1995):

- elementul de învãþare - este resposabil pentru îmbunãtãþirea bazei de cunoºtinþe; 

- elementul de acþiune - este responsabil de selectarea acþiunilor externe;

- criticul - transmite elementului de învãþare cât de bine se descurcã agentul (programul). Acesta ia în considerare un standard fix de performanþã (mãsura de performanþã din definiþie). Acesta este necesar deoarece cunoºtinþele acumulate nu dau indicaþii singure asupra succesului agentului;

- un generator de probleme - sugereazã acþiuni ce vor conduce la experienþe noi ºi informative.

8.1.3	Caracterizarea algoritmilor de învãþare

Algoritmii de învãþare pot fi caracterizaþi dupã mai multe criterii (Luger ºi Stubblefield, 1993). Cele mai importante sunt :

-datele de intrare ºi scopul învãþãrii - acest criteriu clasificã algoritmii dupã datele pe care aceºtia le primesc ºi dupã scopul lor. Unii algoritmi se bazeazã pe o colecþie de exemple pozitive ºi negative ale unei clase de concepte scop. În acest caz avem de-a face cu algoritmi pentru învãþare conceptualã (concept learning), scopul lor fiind de a învãþa sã clasifice orice instanþã viitoare a conceptului scop. Alþi algoritmi, încearcã sã infereze un concept general dintr-un singur exemplu pozitiv, bazându-se pe cunostinþe anterioare despre domeniul respectiv (background knowledge). Astfel de învãþare se numeºte învãþare bazatã pe explicaþii (explanation based learning - EBL). Calitatea datelor disponibile sistemului este un criteriu suplimentar de clasificare. Aceastea pot fi generate de om sau automat de cãtre sistem; pot fi sigure sau pot conþine zgomot; pot fi structurate sau nu, disponibile direct sau rezultând din experimente;

- reprezentarea cunostinþelor învãþate  - este forma sub care sistemul reprezintã intern cunostinþele acumulate;

- setul de operatori - pentru a-ºi atinge scopul sistemul manipuleazã reprezentãri, aceasta însemnând transformarea reprezentãrii obiectelor. Operatorii uzuali sunt: generalizarea ºi specializarea. Limbajul de reprezentare împreunã cu setul de operatori definesc spaþiul conceptelor, adicã spaþiul de concepte potenþiale ce trebuie cãutat pentru a gãsi (învãþa) conceptul scop

- strategia de cãutare - strategia de cãutare folositã pentru a gãsi definiþia conceptului scop în spaþiul conceptelor.

8.1.4	Strategii de învãþare

O strategie de învãþare este o formã de învãþare caracterizatã de folosirea unui anumit tip de inferenþã, adicã un mod de a deriva concluzii noi pe baza unor fapte cuoscute ºi a unui anumit mecanism de reprezentare (reguli de producþie, reþele semantice, etc.) (Tecuci, 1994).

Exemple de strategii de învãþare sunt:

- învãþare prin memorare (rote learning) - cea mai simplã strategie de învãþare, constã în stocarea cunoºtinþelor neschimbate, pentru a le utiliza în viitor;

- învãþarea bazatã pe explicaþii (explanation-based learning)- este o metodã de învãtare a descrierii unui concept bazat pe un singur exemplu pozitiv, prin explicarea faptului de ce acel concept este o instanþã pozitivã a conceptului scop;

- invãþãrea inductivã sau din exemple (inductive learning) - înseamnã învãþarea unui concept bazat pe o serie de exemple pozitive ºi negative, prin gãsirea asemãnãrilor ºi diferenþelor acestora ºi prin crearea unei descrieri generalizate a asemãnãrilor din exemplele pozitive;

- clasificare conceptualã (conceptual clustering) - înseamnã gruparea conceptelor în clase ºi crearea de descrieri pentru acele clase

- învãþarea abductivã (abductive learning) - este procesul în care se adoptã o ipotezã care explicã un fapt observat;

- învãþarea multi-strategie - înseamnã integrarea mai multor strategii pentru rezolvarea unor probleme ce depãºesc capacitatea de rezolvare a strategiilor simple.

8.2	Arbori de decizie: algoritmul ID3

Algoritmul ID3 (Quilan 1986) învaþã inductiv concepte din exemple. Acest algoritm este interesant din punct de vedere al reprezentãrii cunoºtinþelor învãþate, al abordãrii complexitãþii, al euristicii folosite pentru selecþia conceptelor candidat ºi al potenþialului de a manipula date parþial incorecte (noisy data). Acest algoritm reprezintã conceptele ca un arbore de decizie, ceea ce permite clasificarea unui obiect prin teste asupra valorii anumitor proprietãþi (atribute) ale sale.

8.2.1	Prezentare generalã

Un arbore de decizie este un arbore obiºnuit, conþinând în noduri câte un test pentru o anumitã proprietate, fiecare arc fiind etichetat cu o valoare a proprietãþii testate în nodul din care pleacã arcul respectiv, iar în fiecare frunzã o clasã. 

Algoritmul primeºte un set de exemple de învãþare pe baza cãrora construieºte arborele de decizie (dupã cum se va vedea în 8.2.2). Dupã construcþia unui arbore de decizie, clasificarea unui obiect se face prin aplicarea testelor specificate în noduri ºi prin urmarea arcului corespunzãtor valorii proprietãþii testate. Când se ajunge la o frunzã, s-a gãsit clasa din care aparþine exemplul respectiv. Se observã cã anumite clase nu testeazã toate proprietãþile unui anumit obiect. De asemenea, pentru acelaºi set de exemple existã mai mulþi arbori de decizie care le clasificã corect. Algoritmul ID3 urmeazã principiul lui Occam, conform cãruia explicaþia cea mai simplã (arborele de decizie cel mai simplu) este ºi cea adevãratã. Deºi aceastã euristicã ºi-a dovedit eficienþa în multe situaþii, aici ea are ºi o justificare matematicã.

8.2.2	Construcþia arborelui de decizie

Algoritmul ID3 construieºte arbori de decizie în manierã “top-down” (Luger ºi Stubblefield, 1993). Se observã cã pentru fiecare proprietate putem partiþiona setul de exemple de învãþare în subseturi disjuncte, în fiecare subset aflându-se obiecte cu o anumitã valoare a acelei proprietãþi. ID3 selecteazã o proprietate pentru a o testa în nodul curent al arborelui ºi foloseºte aceastã proprietate pentru a partiþiona setul de exemple. Algoritmul se aplicã apoi recursiv pentru construcþia subarborilor corespunzãtori fiecãrei partiþii. Acest procedeu continuã pânã când toþi membrii unei partiþii sunt în acceaºi clasã; aceastã clasã devine o frunzã în arborele de decizie. Ordinea testelor este foarte importantã, punându-se un accent deosebit pe criteriul alegerii testului din rãdãcinã. În aceastã secþiune vom presupune cã existã un criteriu adecvat pentru selecþia proprietãþii de testat ºi vom descrie doar algoritmul construcþiei arborilor de decizie. O euristicã pentru selecþia testului va fi prezentatã în secþiunea 8.2.3.

Aºa cum se ºtie, ID3 primeºte un set de exemple de învãþare, corect clasificate ºi va construi arborele de decizie ce clasificã corect exmplele primite dupã urmãtorul algoritm:

function ind-arbore (set-exemple, properietaþi)

begin

  dacã toate exemplele din set-exemple sunt în acceaºi    clasã 

    atunci întoarce o frunzã etichetatã cu acea clasã

    altfel dacã propritãþi este vidã 

atunci întoarce o frunzã etichetatã cu disjuncþia tuturor claselor din set-exemple

altfel begin

selecteazã o proprietate P pentru a o testa ºi plaseaz-o în rãdãcina arborelui curent

ºterge P din proprietãþi

pentru fiecare valoare V a lui P



begin 

creeazã o ramurã a arborelui etichetatã cu V

fie partiþieV mulþimea exemplelor din set-exemple, cu valorea V pentru proprietatea P

cheamã ind-arbore (partiþieV, proprietãþi) ºi plaseazã rezultatul în capãtul ramurii V

end;

end;

end.



Se observã relaþia între construcþia arborelui ºi învãþarea prin cãutare în spaþiul conceptelor. Putem considera muþimea tuturor arborilor de decizie ca definind un spaþiu. Mutãrile noastre în acest spaþiu reprezintã adãugarea unor teste unui arbore. ID3 implementeazã o cãutare de tip “hill-climbing”, irevocabilã, în spaþiul tuturor arborilor posibili: astfel, algoritmul adaugã un subarbore arborelui curent ºi continuã cãutarea, neexecutând backtracking. Aceasta face algoritmul foarte eficient, dar ºi foarte dependent de euristica folositã pentru alegerea testului.

8.2.3	Selecþia proprietãþilor pentru testare

Putem considera fiecare proprietate a unui exemplu ca având o anumitã contribuþie de informaþie la clasificarea respectivului exemplu. Astfel, dacã scopul este aflarea speciei unui animal, faptul cã acesta depune ouã contribuie cu o anumitã cantitate de informaþie la clasificare. Euristica algoritmului ID3 mãsoarã câºtigul informaþional pe care îl aduce fiecare proprietate ºi alege ca test acea proprietate care maximizeazã acest câºtig.

Teoria informaþiei (Shannon, 1948) furnizeazã fundamentul matematic pentru mãsurarea conþinutului de informaþie dintr-un mesaj. Un mesaj este privit ca o instanþã dintr-un univers al tuturor mesajelor posibile; atunci transmiterea mesajului este echivalentã cu selecþia unui anumit mesaj din acest univers. Din acest punct de vedere este rezonabil sã definim conþinutul informaþional al unui mesaj ca depinzând direct de mãrimea universului ºi a frecvenþei fiecãrui  mesaj.

Formalizarea acestor intuiþii a fost stabilitã de Shannon prin definirea conþinutului informaþional al unui mesaj ca probabilitatea de apariþie a oricãrui mesaj posibil. Astfel, având un univers de mesaje M = {m1, m2, ..., mn } ºi o probabilitate p(mi) a apariþiei fiecãrui mesaj, conþinutul informaþional al unui mesaj din M este definit ca:

� EMBED Equation.2  ���

Informaþia dintr-un mesaj se mãsoarã in biþi. Definiþia lui Shannon formalizeazã multe din intuiþiile noastre despre conþinutul unui mesaj. Teoria informaþiei este folositã pe scarã largã în ºtiinþa calculatoarelor ºi telecomunicaþii, în aplicaþii ce determinã capacitatea unor canale de comunicaþie, în compresia datelor, în dezvoltarea de canale de comunicaþie rezistente la zgomot, etc. Algoritmul ID3 foloseºte teoria informaþiei pentru a selecta testul ce dã cel mai mare câºtig informaþional în clasificarea exemplelor de învãþare. 

Putem considera un arbore de decizie ca având informaþie despre clasificarea exemplelor din setul de învãþare; conþinutul informaþional al arborelui este calculat cu ajutorul probabilitãþilor diferitelor clasificãri. Pentru un anumit test, câºtigul de informaþie produs de selectarea acestuia drept rãdãcinã a arborelui curent este egal cu conþinutul total de infomaþie din arbore minus conþinutul de informaþie necesar pentru a termina clasificarea (construcþia arborelui), dupa execuþia testului. Cantitatea de informaþie necesarã pentru a termina construcþia arborelui este media ponderatã a conþinutului de informaþie din toþi subarborii. Vom calcula aceastã medie ponderatã prin înmulþirea conþinutului de informaþie al fiecãrui subarbore cu procentul de exemple prezente în acel subarbore ºi însumând aceste produse.

Sã presupunem cã avem un set de exemple de învãþare C. Dacã punem proprietatea P cu n valori în rãdãcina arborelui curent, acest fapt va determina partiþionarea mulþimii C în submulþimile {C1, C2, ..., Cn}. Estimarea cantitãþii de informaþie necesarã pentru a construi arborele dupã ce P a fost pusã în rãdãcinã este:

� EMBED Equation.2  ���

Câºtigul informaþional în urma folosirii lui P ca rãdãcinã se calculeazã prin scãderea estimãrii cantitãþii de informaþie necesarã pentru a construi arborele din cantitatea totalã de informaþie a arborelui.

câºtig(P)=I(C)-E(P)

8.2.4	Reprezentarea cunoºtinþelor

Un arbore de decizie va fi reprezentat cu ajutorul unei structuri, având drept sloturi numele testului din rãdãcinã (nume-test), testul efectiv (test) ºi ramurile corespunzãtoare subarborilor sãi (ramuri).

(defstruct arb-decizie 

  "Un arbore de decizie"

  nume-test

  test

  ramuri)



(defstruct frunza

  "O frunza a unui astfel de arbore"

  valoare)



O proprietate este, de asemenea, o structurã cu sloturile nume, test - o funcþie care întoarce valoarea unei proprietãþi ºi o listã de valori posibile pentru proprietatea respectivã valori.

(defstruct proprietate 

  nume  ;doar pentru user

  test  ;functie ce intoarce o valoare a unei proprietati

  valori ;lista tuturor val. ce pot fi intoarse de test)



Un set de exemple de învãþare este reprezentat tot sub forma unei structuri (set-exemple), conþinând lista clasificãrilor cunoscute ale exemplelor, (instante) - lista exemplelor de învãþare, lista de structuri de tip proprietate (proprietati) ce vor fi folosite pentru a clasifica exemplele, (clasificare) - instanþã a proprietãþii, reprezentând clasificarea pe care algoritmul încearcã sã o înveþe, numãrul de exemple (nr) ºi conþinutul informaþional (informatie), ultimele douã calculate pe baza exemplelor.

(defstruct set-exemple

  "Set de exemple de antrenare"

  instante   ;lista clasificarilor de instante cunoscute

  proprietati  ;lista de structuri de tip proprietate

  clasificare   ;clasificarea pe care trebuie sa o invete

  nr        ;nr de exemple

  informatie ;continut informatie set exemple)



O partiþie este de asemenea o structurã, având ca sloturi numele testului în urma cãruia s-a obtinut partiþia respectivã (nume-test), proprietatea folositã pentru crearea partiþiei (test), subproblemele partiþiei (componente) - reprezentate ca o listã de asocieri (chei - valorile testului selectat, date - instanþe ale lui set-exemple, mulþime de exemple) ºi câºtigul informaþional ce rezultã în urma folosirii testului ca nod (castig-info).

(defstruct partitie

"O partitie a exemplelor in subprobleme, folosind o anumita proprietate"

  nume-test   ;numele testului

  test        ;prop. folosita pentru crearea partitiei

  componente  ;subproblemele partitiei (

  castig-info   ;castigul in informatie)



8.2.5	Reprezentarea exemplelor

Pentru discuþia modului de reprezentare a exemplelor din algoritmul ID3 considerãm o problemã particularã. Fie problema estimãrii riscului acordãrii unui credit unei anumite persoane, bazat pe anumite proprietãþi cum ar fi: comportamentul anterior al persoanei atunci când i-au fost acordate credite (istoria creditului), datoria curentã, garanþii ºi venit.

��Un exemplu din mulþimea exemplelor de învãþare este reprezentat ca o listã de asocieri, cheile fiind propietãþi, iar datele valori ale respectivelor proprietãþi. Spre exemplu sã considerãm o persoanã caracterizatã de o comportare anterioarã proastã în cazul acordãrii unui credit (istorie . proasta), cu datorii mari (datorii . mari), fãrã garanþii (garantii . nimic), cu un venit intre 0 ºi $15000 pe an (venit . 0-15k). În acest caz riscul asocit acordãrii unui credit acestei persoane este considerat mare (risc . mare). Un astfel de exemplu se poate reprezenta ca o listã de asocieri astfel:

((risc . mare) (istorie . proasta) (datorii . mari), (garantii . nimic), (venit . 0-15k))



Un set complet de exemple precum ºi arborele de decizie minimal pentru setul de exemple sunt prezentate în figura 8.1 ºi, respectiv, 8.2.

Iniþial, exemplele vor fi reprezentate ca o listã de astfel de liste de asociaþii.

Se definesc funcþii accesor pentru astfel de exemple, având nume de proprietãþi. O funcþie care întoarce istoria anterioarã în cazul acordãrii unui credit (istorie-credit) va avea forma:

(defun istorie-credit (obiect)

   (cdr (assoc 'istorie-credit obiect :test #'equal)))



Restul de funcþii accesor, ca ºi un set complet de exemple de învãþare poate fi obtinut de pe Internet. Teste este o listã cu structuri de tip proprietate.

8.2.6	Implementarea algoritmului

Sunt analizate 4 cazuri posibile:

1 - set-exemple nu conþine nici o instanþã de test (nu existã instanþe pentru o anumitã valoare a unei proprietãþi).

2 - cazul în care slotul proprietati al lui ex-invatare este vid. În cursul algoritmului, atunci când se alege o proprietate, aceasta se va ºterge din slotul proprietãþi din set-exemple pentru toate subproblemele. Dacã setul de exemple este inconsistent, algoritmul poate epuiza toate proprietãþile înainte de a ajunge la o clasificare neambiguã a instanþelor de învãþare. Se cre
e
azã o frunzã cu toate clasele rãmase în setul instanþelor de antrenare

3 - reprezintã terminarea cu succes a unei ramuri din arbore. Daca ex-invatare are un conþinut informaþional 0 atunci toate exemplele fac parte din acceaºi clasã (conf. definiþiei conþinutului informaþional datã de Shannon). Algoritmul se opreºte întorcând o frunzã cu valoarea egalã cu clasa rãmasã.

4 - cheamã recursiv ind-arbore pentru a construi subarborii nodului curent. gen-partitii întoarce o listã cu toate partiþiile posibile ale mulþimii de exemple, folosind fiecare test din slotul proprietati al lui ex-invatare. alege-partitie selecteazã testul care dã cel mai mare câºtig informaþional. Dupã legarea partiþiei rezultate la variabila part, ind-arbore construieºte un nod al arborelui de decizie în care testul este cel folosit în partiþia aleasã, iar slotul ramuri  este legat la o listã de asociaþii a subarborilor. Fiecare cheie din ramuri este o valoare a testului, iar fiecare datã este un arbore de decizie construit de un apel recursiv al lui ind-arbore. Deoarece slot-ul componente al lui part este deja o listã de asociaþii în care cheile sunt valori de proprietãþi iar datele sunt instanþe ale lui set-exemple, putem implementa uºor construcþia subarborilor folosind mapcar pentru a aplica ind-arbore fiecãrei date din lista de asociaþii.

(defun ind-arbore (ex-invatare)

  (cond

;cazul 1 - set exemple vid

((null (set-exemple-instante ex-invatare))

(make-frunza :valoare 

"imposibil de clasificat: nici un exemplu"))



;cazul 2 - toate testele au fost folosite 

((null (set-exemple-proprietati ex-invatare))

(make-frunza :valoare (list-clase ex-invatare)))



;cazul 3 - toate exemplele in aceeasi clasa 

((zerop (set-exemple-informatie ex-invatare))

(make-frunza :valoare 

(funcall

(proprietate-test

(set-exemple-clasificare ex-invatare))

(car (set-exemple-instante 

ex-invatare)))))



;cazul 4 - selectioneaza testul si apel recursiv

(t (let ((part (alege-partitie 

(gen-partitii ex-invatare))))

(make-arb-decizie

:nume-test (partitie-nume-test part)

:test (partitie-test part)

:ramuri 

(mapcar #'(lambda (x)

(cons (car x) (ind-arbore (cdr x))))

(partitie-componente part)))))))



Funcþia gen-partitie ia un argument ex-invatare (de tip set-exemple) ºi genereazã toate partiþiile instanþelor sale. Fiecare partiþie este creatã folosind o proprietate diferitã din slotul proprietati. Se foloseºte o funcþie partitie care considerã o instanþã a unui set-exemple ºi o instanþã a unei proprietãþi ºi partiþioneazã exemplele folosind proprietatea respectivã.



(defun gen-partitii (ex-invatare)

   (mapcar #'(lambda (x) (partitie ex-invatare x))

     (set-exemple-proprietati ex-invatare)))



alege-partitie cautã într-o listã de candidaþi ºi îl alege pe cel cu cel mai mare câstig informaþional.

(defun alege-partitie (candidati)

(cond ((null candidati) nil)

((= (list-length candidati) 1)

(car candidati))

(t (let ((maxim (alege-partitie

(cdr candidati))))

(if (> (partitie-castig-info (car candidati)

(partitie-castig-info-maxim)))

(car candidati)

maxim)))))

partitie este cea mai complexã funcþie. Ea primeºte ca argumente un set-exemple ºi o proprietate ºi întoarce o instanþã a structurii partiþie.

(defun partitie (radacina proprietate)

(let ((parti (mapcar #'(lambda (x) 

(cons x (make-set-exemple)))

(proprietate-valori proprietate))))

(dolist (instanta (set-exemple-instante radacina))

(push instanta (set-exemple-instante

(cdr (assoc 

(funcall (proprietate-test proprietate)

instanta)

parti)))))

(mapcar #'(lambda (x)

(let ((ex (cdr x)))

(setf (set-exemple-proprietati ex)

(remove proprietate 

(set-exemple-proprietati radacina)))

(setf (set-exemple-clasificare ex)

(set-exemple-clasificare radacina))

(setf (set-exemple-nr ex)

(list-length (set-exemple-instante ex)))

(setf (set-exemple-informatie ex)

(calc-informatie 

(set-exemple-instante ex)

(set-exemple-clasificare radacina)))))

parti)

(make-partitie 

:nume-test (proprietate-nume proprietate)

:test (proprietate-test proprietate)

:componente parti

:castig-info (calc-castig-info radacina

parti))))

 Se defineºte variabila localã parts, initializatã la o listã de asociaþii cu cheile valorile posibile ale lui test din proprietate ºi datele subprobleme ale partiþiei. În acest moment sunt insþante goale ale lui set-exemple: sloturile instanta ale fiecãrei subprobleme sunt legate la nil. Se adaugã fiecare element din slotul instante ale lui radacina la slotul instante al subproblemei corespunzãtoare din parts. Aceasta parte face efectiv partiþionarea lui radacina. Dupã ce dolist se terminã, parts e legat la o listã de asociaþii cu cheile valori ale lui proprietate, iar datele set-exemple ale cãror instanþe au aceastã valoare. Folosind mapcar se completeazã informaþia necesarã pentru fiecare set-exemple din parts, dând valorile corespunzãtoare lui proprietati, clasificare, nr, informatie. Se construieºte ºi se întoarce o instanþã a lui partitie cu componenta componente legatã la parts.

Funcþii auxiliare

list-clase e folositã în cazul 2 al lui ind-arbore pentru a crea un nod pentru o clasificare ambiguã. Ciclul do iniþializeazã clase la toate valorile lui clasificare din ex-invatare. list-clase adaugã fiecare element al lui clase la clase-prezente dacã existã un element al slotului instante din ex-invatare care aparþine acelei clase.

(defun list-clase (ex-invatare)

(do ((clase (proprietate-valori

(set-exemple-clasificare ex-invatare))

(cdr clase))

(clasificare (proprietate-test 

(set-exemple-clasificare

ex-invatare)))

clase-prezente)

((null clase) clase-prezente)

(if (member (car clase)

(set-exemple-instante ex-invatare)

:test #'(lambda (x y)

(equal x (funcall clasificare y))))

(push (car clase) clase-prezente))))



Funcþii pentru calculul informaþiei

Funcþia calc-informatie determinã conþinutul informaþional al unei liste de exemple. Se calculeazã numãrul instanþelor din fiecare clasã ºi proporþia din setul de antrenare care aparþine fiecãrei clase. Presupunând cã aceasta este probabilitatea ca un obiect sã aparþinã unei clase, se calculeazã conþinutul informaþional din exemple, folosind definiþia lui Shannon.

(defun calc-informatie (exemple clasificare)

(let ((index-clase 

(mapcar #'(lambda (x) (cons x 0))

(proprietate-valori clasificare)))

(nr 0))

;numara instantele din fiecare clasa

(dolist (instanta exemple)

(incf nr)

(incf (cdr 

(assoc (funcall (proprietate-test

clasificare)

instanta)

index-clase))))

      

;calc continutul de info al exemple

(suma #'(lambda (x)

(if (= (cdr x) 0)

0

(* -1 (/ (cdr x) nr)

(log (/ (cdr x) nr) 2))))

index-clase)))



Funcþia calc-castig-info calculeazã creºterea conþinutului de informaþie a unei partiþii prin scãderea sumei ponderate a informaþiei din componentele sale din informaþia din setul de exemple pãrinte.

(defun calc-castig-info (radacina parti)

(- (set-exemple-informatie radacina)

(suma #'(lambda (x)

(* (set-exemple-informatie (cdr x))

(/ (set-exemple-nr (cdr x))

(set-exemple-nr radacina))))

parti)))



Funcþia suma ia ca argumente o funcþie ºi o listã de numere ºi calculeazã suma aplicãrii funcþiei asupra numerelor din listã.

8.2.7	Clasificare cu ID3

Funcþia clasifica ia un arbore de decizie ºi un obiect ce trebuie clasificat. Determinã clasificarea obiectului prin parcurgerea recursivã a arborelui. Funcþia se opreºte dacã întâlneºte o frunzã, altfel aplicã testul din nodul curent instanþei ºi foloseºte rezultatul drept cheie pentru selecþia ramurii prin apelul lui assoc.

(defun clasifica (instanta arbore)

   (if (frunza-p arbore)

      (frunza-valoare arbore)

      (clasifica instanta 

       (cdr (assoc (funcall 

(arb-decizie-test arbore) instanta)

(arb-decizie-ramuri arbore))))))

               

8.3	Spaþiul versiunilor

Acest algoritm (Mitchell 1982) ilustreazã implementarea învãþãrii inductive având la bazã cãutarea în spaþiul conceptelor. Se ia în considerare faptul cã operaþia de generalizare impune o ordine asupra conceptelor dintr-un spaþiu, ordine folositã pentru a ghida cãutarea.

8.3.1	Generalizare ºi specializare în spaþiul conceptelor

Un concept C1, cosiderat ca un set de instanþe, este o specializare a altui concept C2, dacã C1 � EMBED Equation.2  ��� C2. Daca C1 este o specializare a lui C2, atunci C2 este o generalizare a lui C1. Aceste douã relaþii asupra conceptelor sunt tranzitive. C1 este o specializare imediatã a lui C2 dacã nu existã nici un alt concept care sã fie atât o specializare a lui C2, cât ºi o generalizare a lui C1.  Se spune cã un concept C acoperã un exemplu e, dacã e� EMBED Equation.2  ���C.

Un spaþiu al versiunilor este un graf ale cãrui noduri sunt concepte ºi ale cãrui arce specificã faptul cã un anumit concept este o specializare directã a altuia. Abordarea adoptatã foloseºte un spaþiu al versiunilor pentru a menþine o reprezentare compactã a mulþimii tuturor conceptelor consistente cu exemplele vãzute pânã la acel moment. Acest algoritm de cãutare este optimal pentru învãþarea conceptelor care se pot reprezenta prin conjuncþii de literali.

8.3.2	Algoritmul învãþãrii în spaþiul versiunilor

Algoritmul este o cãutare bi-direcþionalã în spaþiul versiunilor. El pãstreazã doua mulþimi de concepte candidat: G - mulþimea conceptelor maximal generale ºi S - mulþimea conceptelor maximal specifice care acoperã toate exemplele pozitive ºi nici unul din cele negative. Algoritmul specializeazã G ºi generalizeazã S pânã când cele douã converg la conceptul învãþat.

begin

Iniþializeazã G cu cel mai general concept

Iniþializeazã S cu primul exemplu pozitiv

pentru orice nou exemplu pozitiv p

begin

ºterge toþi membrii lui G care nu acoperã p

Pentru fiecare s� EMBED Equation.2  ���S, dacã s nu acoperã p, înlocuieºte pe s cu cea mai specificã generalizare a sa care îl acoperã pe p.

ºterge din S orice ipotezã mai generalã decât altã ipotezã din S

ºterge din S orice altã ipoteza care nu este mai specificã decât alta ipotezã din G

end





pentru fiecare nou exemplu negativ n

begin

ºterge toþi membrii lui S care acoperã n

pentru toþi g� EMBED Equation.2  ���G care acoperã n, înlocuieºte g cu cea mai generalã specializare care nu acoperã n

ºterge din G orice ipotezã mai specificã decât altã ipotezã din G

ºterge din G orice ipotezã mai specificã decât altã ipotezã din S

daca G=S ºi amândouã au un singur element, atunci s-a descoperit conceptul

daca G=S={}, atunci nu existã un concept consistent cu toate exemplele date.

8.3.3	Exemplul robotului care învaþã

Exemplul folosit pentru a ilustra funcþionarea algoritmului este cel al unui robot-îngrijitor, care adunã gunoiul din clãdirea birourilor unei unversitãþi, uitându-se dupa materiale reciclabile. Robotul încearcã sã înveþe care birouri au coº pentru materiale reciclabile. Fiecare birou este descris prin:

- felul ocupanþilor (admin, prof, stud)

- etajul (trei, patru, cinci)

- departamentul la care sunt asociaþi ocupanþii sãi (EE, CS)

- mãrimea sa (mare, mediu, mic)

Aceastã structurã defineºte spaþiul exemplelor de antrenare posibile.

Caracteristici, atribute, valori ºi dimensiuni

Un atribut este o variabilã folositã pentru a descrie un obiect din spaþiul exemplelor posibile de învãþare. Pentru fiecare obiect, un atribut are o singurã valoare. O pereche atribut-valoare se numeºte o caracteristicã (feature). Mulþimea valorilor unui atribut este dimensiunea acelui atribut. În exemplul nostru obiectele sunt descrise prin conjuncþii de caracteristici. Specializarea ºi generalizarea sunt fãcute prin adãugarea, respectiv ºtergerea de caracteristici.

Exemplele sunt reprezentate ca niºte liste, conþinând un identificator, o lista de caracteristici (atribut + valoare) si clasa cãreia apaþin. Funcþia make-EXEMPLU construieºte un astfel de exemplu din parametrii primiþi. Funcþiile accesor se numesc EXEMPLU-id, EXEMPLU-caract, EXEMPLU-clasa ºi întorc respectiva parte a unui exemplu.

Fiindcã avem de-a face cu învãþare conceptualã, clasele cãrora aparþin exemplele sunt doar douã: dacã exemplul respectiv este o instanþã a conceptului þintã sau nu.

Testarea egalitãþii a douã concepte se face prin verificarea valorilor respective pentru fiecare atribut.

(defun concept-eq (concept1 concept2)

(and (every #'(lambda (caract)

(member caract concept2 :test#'equal))

concept1)

(every #'(lambda (caract)

(member caract concept1 :test#'equal))

concept2)))



Modificarea celor douã frontiere se face conform algoritmului, de cãtre funcþia rafineaza:

- pentru fiecare exemplu pozitiv se va generaliza frontiera specificã (gen-specific), prin generalizarea fiecãrui concept din ea, pânã când este consistentã cu noul exemplul pozitiv; se va ºterge din frontiera generalã orice concept care nu este consistent cu noul exemplu pozitiv (filtreaza-general). De asemenea, se va simplifica frontiera specificã (simplifica-specific) prin eliminarea din cadrul ei a tuturor conceptelor care fie sunt mai generale decât alte concepte din aceeaºi frontierã fie nu sunt mai specifice decât concepte din frontiera generalã.

- pentru fiecare exemplu negativ se va specializa frontiera generalã (spec-general) prin specializarea fiecãrui concept din ea, pânã când nu mai este consistentã cu exemplul negativ; se va ºterge din frontiera specificã orice concept consistent cu exemplul negativ (filtreaza-specific); se va simplifica frontiera generalã (simplifica-general) prin eliminarea din cadrul ei a tuturor conceptelor care fie sunt mai specifice decât alte concepte din cadrul aceleiaºi frontiere fie nu sunt mai generale decât concepte din frontiera specificã.

(defun rafineaza (exemplu general specific)

(if (eq (EXEMPLU-clasa exemplu) 'da)

(simplifica-specific (filtreaza-general exemplu

general)

(gen-specific exemplu specific))

(simplifica-general (spec-general exemplu general)

(filtreaza-specific exemplu specific))))



Exemplu de implementare pentru generalizarea frontierei specifice:

(defun gen-specific (exemplu frontiera)

“Generalizarea frontierei specifice”

(mapcan #'(lambda (concept)

(aux-gen-specific exemplu concept))

frontiera))



(defun aux-gen-specific (exemplu concept)

(if (consistent (EXEMPLU-caract exemplu) concept)

(list concept)

(gen-specific exemplu (general concept))))



Pentru ºtergerea exemplelor consistente, respectiv inconsistente, cu exemplele negative, respectiv pozitive din cele doua frontiere, vom da drept exemplu de implementare funcþia ce implementeazã ºtergerea din frontiera generalã:

(defun filtreaza-general (exemplu general)

“Eliminarea ex inconsistente generala”

(findall general 

#'(lambda (concept)

(consistent (EXEMPLU-caract exemplu) concept))))

  

Exemplu de implementare: simplificarea frontierei specifice prin eliminarea conceptelor mai generale decât alte concepte din aceeaºi frontierã ºi a celor ce nu sunt mai specifice decât concepte din frontiera generalã.



(defun simplifica-specific (general specific)

(setq specific (sterge-mai-general specific))

(setq specific (sterge-nu-mai-specific general

specific))

(list general specific)) 



Implementarea relaþiei mai-general-decât se face cu fincþia mai-general ce are ca argumente douã concepte ºi testeazã dacã toate caracterisiticile conceptului mai puþin general se aflã printre cele ale conceptului mai general. O funcþie înruditã este mai-specific-decât (implementatã prin mai-specific), ce se implementeazã cu ajutorul lui mai-general.

(defun mai-general (concept1 concept2)

“Mai general decat”

(every #'(lambda (caract)

(not (null(member caract concept2

:test#'equal))))

concept1))

  

Se mai folosesc funcþiile:

- mai-general-l (mai-specific-l) care primeºte un concept ºi o listã de concepte ºi intoarce t dacã conceptul primit este mai general (mai specific) decât cel puþin unul din lista de concepte;

- sterge-mai-general ºi sterge-mai-specific care primesc o listã de concepte ºi ºterg acele concepte care sunt mai generale (specifice) decât alte concepte din listã;

- sterge-nu-mai-general (sterge-nu-mai-specific) primeºte cele douã frontiere ºi ºterge din cea generalã (specificã) conceptele care nu sunt mai generale (specifice) decât concepte din cea specificã (generalã);

- e-in - cautã dacã un atribut se gaseºte într-o listã de caracteristici;

- consistent - primeºte o listã de caracteristici ºi un concept ºi testeazã dacã conceptul este consistent cu exemplul reprezentat prin lista sa de caracteristici;

-general - primeºte un concept ºi îl generalizeazã prin ºtergerea unei caracteristici, ºi întoarce toate generalizãrile posibile;

-special - primeºte un concept ºi îl specializeazã prin adãugarea de caracteristici consistente cu acel concept ºi întoarce toate specializãrile.

-gaseste-toti - primeºte o listã ºi o funcþie test (predicat) ºi întoarce toate elementele listei care trec testul (cele pentru care predicatul întoarce valoarea t);

- caract - genereazã toate caracteristicile posibile ale problemei;

- singleton - primeºte o listã ºi întoarce t dacã are un singur element. 

Funcþia principalã primeºte setul de exemple de învãþare ºi cele doua frontiere, iniþial nule ºi aplicã algoritmul descris.

(defun versiuni (exemple frontiere)

(mapc

#'(lambda (exemplu)

(setq frontiere 

(rafineaza exemple (first frontiere) 

(second frontiere)))

(format t "~%Ex: ~A~%G: ~A~%S: ~A~%" exemplu 

(first frontiere) (second frontiere))

(if (and (singleton (first frontiere))

(singleton (second frontiere)))

(if (concept-eq (first (first frontiere)) 

(first (second frontiere)))

(format t "Concept invatat : ~A~%"

(first frontiere))))

(if (and (null (first frontiere))

(null (second frontiere)))

(print "Nu exista concept consistent cu 

toate exemplele date!")))

exemple))

  

Exemplu de învãþare

Pentru exemplele de învãþare: 

Ex: (1 ((OCUPANTI PROF) (ETAJ PATRU) (DEPT CS)) DA)

Ex: (2 ((OCUPANTI ADMIN) (ETAJ CINCI) (DEPT CS)) NU)

Ex: (3 ((OCUPANTI PROF) (ETAJ CINCI) (DEPT CS)) DA)

Ex: (4 ((OCUPANTI PROF) (ETAJ CINCI) (DEPT EE)) NU)

corespunzãtoare problemei roborului care trebuie sã înveþe conceptul “birou cu coº de materiale reciclabile“ rularea funcþiei versiuni va produce rezultatul :

Ex: (1 ((OCUPANTI PROF) (ETAJ PATRU) (DEPT CS)) DA)

G: (NIL)

S (((OCUPANTI PROF) (ETAJ PATRU) (DEPT CS)))



Ex: (2 ((OCUPANTI ADMIN) (ETAJ CINCI) (DEPT CS)) NU)

G: (((OCUPANTI PROF)) ((ETAJ PATRU)))

S: (((OCUPANTI PROF) (ETAJ PATRU) (DEPT CS)))



Ex: (3 ((OCUPANTI PROF) (ETAJ CINCI) (DEPT CS)) DA)

G: (((OCUPANTI PROF)))

S (((OCUPANTI PROF) (DEPT CS)))



Ex: (4 ((OCUPANTI PROF) (ETAJ CINCI) (DEPT EE)) NU)

G: (((DEPT CS) (OCUPANTI PROF)))

S: (((OCUPANTI PROF) (DEPT CS)))

Concept invatat : (((DEPT CS) (OCUPANTI PROF)))

Aºadar a fost învãþat conceptul “birou cu coº de materiale recilabile”, descris ca aparþinând departamentului CS (dept cs) , ºi fiind ocupat de profesori (ocupanti prof).

8.4	Învãþarea bazatã pe explicaþii

8.4.1	Cunoºtinþe anterioare în învãþare

Aºa cum s-a prezentat, existã algoritmi de învãþare care generalizeazã pe baza regularitãþilor din datele de intrare. Aceºtia sunt cunscuþi drept algoritmi bazaþi pe similaritate, pentru cã generalizarea pe care o executã este în primul rând bazatã pe similaritate. Spre deosebire de aceºtia, existã algoritmi care folosesc cunoºtinþe anterioare despre domeniu pentru a ghida generalizarea. Deºi ideea necesitãþii prezenþei cunoºtinþelor anterioare în învãþare poate pãrea contradictorie, mulþi autori argumenteazã cã învãþarea este mai eficientã atunci când sistemul care învaþã are cunoºtinþe “a priori” despre domeniu (Luger ºi Stubblefield, 1993).

Existã douã argumente ce susþin aceastã idee: algoritmii bazaþi pe similaritate folosesc un numãr relativ mare de exemple pentru a învãþa; spre deosebire de aceºtia, oamenii pot face generalizãri valide utilizând chiar un singur exemplu. Al doilea argument este faptul cã un set de exemple de învãþare suportã un numãr nelimitat de generalizãri, din care cele mai multe sunt fie irelevante fie neesenþiale.

8.4.2	Principiile învãþãrii bazate pe explicaþii

Învãþarea bazatã pe explicaþii (Explanation-based learning, pe scurt EBL) foloseºte o teorie a domeniului reprezentatã explicit pentru a construi o explicaþie a exemplului de învãþare. Prin generalizarea pe baza explicatiei, ºi nu a exemplului, algoritmul filtreazã zgomotul, selecteazã aspectele relevante ºi organizeazã datele de intrare în structuri coerente ºi sistematice (Luger ºi Stubblefield, 1993).

Existã mai multe formulãri ale acestei idei, de exemplu sinteza unei secveþe de operatori de planificare grupatã într-un macro-operator, ca în sistemul STRIPS sau sistemul Meta-DENDRAL de planificare a analizelor genetice. Recent, s-au propus formulãri alternative ale acestei idei (DeJong ºi Mooney, 1986), cea mai cunoscutã fiind generalizarea bazatã pe explicaþii (Mitchell . ºi col., 1986).

În continuare vom prezenta o variaþie a algoritmului EBL, dezvoltatã de DeJong ºi Mooney (DeJong ºi Mooney, 1986). EBL are ca elemente principale:

- un concept scop - pentru care sistemul încearcã sã înveþe o definiþie eficientã. Dependent de domeniul aplicaþiei, acesta poate fi o clasificare, o teoremã ce trebuie demonstratã, un plan pentru atingerea unor scopuri sau o euristicã pentru a rezolva o problemã.

- un exemplu de învãþare - o instanþã a conceptului scop.

- o teorie a domeniului - un set de reguli ºi fapte folosite pentru a explica de ce exemplul de intrare este o instanþã a conceptului scop.

- un criteriu de operaþionalizare - un mod de a descrie forma pe care definiþia coonceptului va trebuia sã o aibã.

8.4.3	Descrierea domeniului problemei

Deoarece sistemul K-bref (descris în capitolul 5) implementeazã EBL, vom folosi aici formalismul reprezentãrii cunoºtinþelor definit acolo ºi vom face referiri la funcþiile prezentate în capitolul 5.

Pentru a ilustra algoritmul EBL, vom prezenta un exemplu de învãþare pentru a clasifica obiecte de tip canã. Aceasta este o variaþie a unei probleme clasice, studiatã de Winston (Winston ºi alþii, 1983) ºi adaptatã la învãþarea bazatã pe explcaþii de cãtre Mitchell (Mitchell ºi alþii, 1986). 

Conceptul þintã este o regulã ce ar trebui folositã pentru a determina dacã un obiect este o canã, de forma:

Premise (x) -> Canã (x)

unde Premise(x) este o conjuncþie de expresii conþinând variabila x.

Sã presupunem cã avem o teorie a domeniului:

Fapte

(obj1  ( (este-o container)

         (are-parte (bol maner)

         (culoare rosie)

	    (este mic)) )

(bol  ( (este-o ceva)

        (este concav)

(indreptat in-sus)) 



Reguli

(RULE (and (este-o (var x) container)

           (tine-lichid (var x)))

    (este-o (var x) cana)) )



(RULE (and (are-parte (var x) (var y))

         (este (var y) concav)

         (indreptat (var y) in-sus))

    (tine-lichid (var x)) ) 

Structura de explicaþie a faptului ca obj1 este canã este prezentata in figura 8.3.
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Figura 8.3. Structura de explicaþie a faptului ca obj1 este canã

8.4.4	Construcþia structurii de explicaþie

În K-bref, structura de explicaþie este un arbore cu noduri concluzii de reguli ºi cu frunze fapte ce suportã premisele regulilor. Premisele unei reguli pot fi obþinute prin conjuncþia tuturor descendenþilor direcþi dintr-un nod ce conþine concluzia regulii. Un nod dintr-un astfel de arbore conþine concluzia regulii, un indentificator de regulã, ºi legãturi cãtre fii. Funcþia infer (vezi capitolul 5) joacã un rol determinant în contrucþia unui astfel de arbore. Ea primeºte o referinþã la nodul curent din arbore ºi , atunci când gãseºte o potrivire (o regulã cu concluzia ce identificã concluziei de demonstrat), adaugã un nou fiu nodului curent (conþinând premisele regulii gãsite). Datoritã scopului declarat de a obþine o structurã de explicaþie cât mai generalã, nedepinzând de problemã (reprezentatã prin fapte), acestea nu sunt adãugate la structura de explicaþie. 

Structura de arbore este reprezentatã ca o colecþie de noduri, fiecare conþinând legãturi la fii sãi. Descrierile nodurilor sunt þinute într-o tabelã de dispersie (tabelã hash), fiind identificate de un identificator de nod. Rãdãcina are un identificator special “radacina”, toate celelalte noduri având identificatori diferiþi, generaþi cu ajutorul lui gensym

(defstruct NOD

  id         ; identif nod

  info       ; concluzia unei reguli

  regula-id  ; id. regula ptr care nod curent e o premisa

  fii       ; lista descendentilor)



Nodurile (instanþe ale structurii de mai sus) sunt þinute într-o tabelã de dispersie.  Funcþia get-node primeºte un identificator de nod ºi un arbore, ºi întoarce nodul respectiv din arbore.

8.4.5	Generalizarea structurii de explicaþie

În K-bref, rezultatul demostrãrii unei concluzii va fi un stream mai complex conþinând atât o structurã de explicare cât ºi un stream de substituþii. Amândouã elementele sunt necesare, deoarece în forma în care a fost construitã explicaþia, ea nu are nici un înþeles. Aceasta este rezultatul redenumirii cu nume diferite a tuturor variabilelor care apar într-o regulã. La aceastã redenumire se pãstreazã numai o coerenþã localã (în cadrul unei reguli o variabilã se înlocuieºte întotdeauna cu acelaºi nou nume). Streamul de substituþii conþine substituþii pentru variabilele din reguli, substituþii ce le leagã la obiecte reale. Folosindu-le ºi generalizând structura de explicaþie sistemul poate învãþa. Suntem interesaþi nu atât în explicaþia faptului particular cã obj1 este canã, cât în a gãsi o regulã generalã pentru a demonstra cã un obiect este o canã (adicã o operaþionalizare a conceptului canã).

Abordarea noastrã se bazeazã pe observaþia cã toate substituþiile necesare pentru a generaliza structura de explicaþie sunt conþinute în lista substituþiilor întoarsã împreunã cu structura de explicaþie. Astfel, toate variabilele iniþiale care vor reprezenta aceeaºi variabilã în structura generalizatã sunt legate la acelaºi obiect. Algoritmul pentru generalizarea structurii de explicaþie este (Tecuci 1997):

1. Construieºte o listã cu obiecte din lista de substituþii ºi leagã într-o manierã consistentã toate obiectele la variabile cu nume noi. Sã numim aceasta lista substituþiilor pentru obiecte.

2. Construieºte lista finala a substituþiilor: fiecare varibilã care în lista iniþialã a substituþiilor este legatã la un obiect, va fi redenumitã cu legarea acelui obiect din lista substituþiilor pentr obiecte.

3. Aplicã substituþiile din lista finalã a substituþiilor asupra structurii de explicaþie.



Aplicând acest algoritm pentru structura de explicaþie obþinutã avem:

Lista substituþiilor pentru obiecte

 ( (obj1 (var g200)) (bol (var g201)) )

Lista finalã a substituþiilor:

( ((var g100) (var g200))

 ((var g102) (var g200))

 ((var g113) (var g200))

  ((var g113) (var g201)))

generalizarea realizatã fiind prezentatã în figura 8.4.
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Figura 8.4. Structura de explicaþie generalizatã

8.4.6	Operaþionalizarea conceptului

K-bref gãseºte toate explicaþiile posibile (în închiderea deductivã a bazei sale de cunoºtinþe) pentru faptul cã exemplul de învãþare este o instanþã a conceptului scop. Dintre toate acestea, pentru operaþionalizare se va alege cea mai simplã.

Funcþia gaseste-expl gãseºte cea mai simplã explicaþie (numar minim de implicaþii) pentru concluzia primitã ca parametru. În acest scop cheamã solve-init ºi filtreazã stream-ul primit ca rezultat.



(defun gaseste-expl (goal)

  (gaseste-cea-mai-simpla-expl () (solve-init goal)))



(defun gaseste-cea-mai-simpla-expl (sol-ant stream-sol)

(if (stream-vid-p stream-sol)

sol-ant

(let* ((sol-curenta (car-stream stream-sol))

(arb-curent (solutie-arb sol-curenta))

(subst-curenta (solutie-subst sol-curenta)))

(if (null sol-ant)

(gaseste-cea-mai-simpla-expl 

(list subst-curenta arb-curent)

(cdr-stream stream-sol))

(let ((arb-ant (solutie-arb sol-ant))

(subst-ant (solutie-subst sol-ant))) 

(if (< (dim arb-curent) (dim arb-ant))

(gaseste-cea-mai-simpla-expl

(list subst-curenta arb-curent)

(cdr-stream stream-sol))

(gaseste-cea-mai-simpla-expl sol-ant

(cdr-stream stream-sol)))))))) 



Operaþionalizarea conceptului þintã se face prin generarea unei noi reguli din structura de explicaþie care demonstreazã ca exemplul dat este o instanþã a conceptului þintã. În acest fel, când sistemul va întâlni o altã instanþã a aceluiaºi concept, nu va mai repeta costisitorul proces de inferenþã, ci va instanþia doar regula obþinutã.

Noua regulã va avea drept concluzie rãdãcina structurii de explicaþie, iar drept premise conjuncþia frunzelor arborelui ce reprezintã structura de explicaþie. Pentru generalizarea structurii de explicaþie prezentatã mai sus, noua regulã generatã este:

 (if (and  (este-o x container)

          (are-parte x y)

          (este y concav)

          (indreptat y in-sus))

 	then (este-o x cana))

Implementarea funcþiei de operaþionalizare a unui concept este prezentatã în continuare.

(defun genereaza-regula (arbore gen-subst)

"Genereaza o regula dintr-o struct. de explicatie“

(if (null arbore)

nil

(let* ((lista-funze (frunze arbore))

(lista-info-funze 

(mapcar #'(lambda (nod-id)

(NOD-info (get-nod nod-id arbore)))

lista-funze))

(premise (if (> (length lista-info-funze) 1)

(cons 'and lista-info-funze)

lista-info-funze))

(concluzie

(NOD-info (get-nod 'radacina arbore))))

(make-rule :id (gensym)

           :premise premise

           :concluzie concluzie)))  



(defun op-concept (solutie)

"Obtine o regula dintr-un concept prezentat ca exemplu"

(if (null solutie)

()

(let* ((arbore (solutie-arb solutie))

(subst (solutie-subst solutie))

(arbore-filtrat

(filtreaza-arbore arbore () 'radacina))

(gen-arbore-res (generalizeaza-arbore

arbore-filtrat subst))

(gen-arbore (first gen-arbore-res))

(gen-subst (second gen-arbore-res))

(gen-rule (genereaza-regula gen-arbore)))

(format t "~&Regula obtinuta : ~a ~%" gen-rule)

gen-rule)))



În completarea celor prezentate aici, se mai folosesc funcþiile:

frunze - care întoarce o listã cu frunzele arborelui primit ca argument;

solutie-arb - extrage dintr-un stream soluþie arborele de explicaþie;

solutie-subst - extrage dintr-un stream soluþie ºirul substituþiilor;

filtreaza-arbore - eliminã faptele dintr-un arbore;

generalizeaza-arbore - generalizeazã o structurã de explicaþie;

În acest subcapitol s-a prezentat învãþarea bazatã pe explicaþii, precum ºi o variantã de implementare, folosind motorul de inferenþã descris în capitolul 6. 
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